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Evolucionária Aplicados à Detecção Multiusuário

Swarm, Genetic and Evolutionary Programming

Algorithms Applied to Multiuser Detection

Fernando Ciriaco1; Leonardo D. de Oliveira2; Taufik Abrão3; Paul
Jean E. Jeszensky4

Resumo

Neste trabalho, é analisada, avaliada e comparada a técnica heuŕıstica evolucionária de otimização
baseada no movimento buliçoso de part́ıculas (Swarm), aplicada ao problema da detecção mul-
tiusuário (MuD – Multiuser Detection) em sistemas DS/CDMA (Direct Sequence/Code Division
Multiple Access). Compara-se a eficiência do algoritmo de otimização Swarm aplicado à detecção
multiusuário DS-CDMA (Swarm-MuD) por meio do compromisso desempenho versus complexi-
dade computacional. A complexidade é expressa em termos do número de operações necessárias
para se alcançar o desempenho obtido pelo detector ótimo ou de máxima verossimilhança, ML
(Maximum Likelihood). A comparação é realizada entre os algoritmos genético, programação evo-
lucionária com clonagem e o Swarm sob uma mesma base de simulação. Adicionalmente, é proposta
uma análise de complexidade para os algoritmos MuD-heuŕısticos, cujo parâmetro é o número de
operações computacionais. Finalmente, é feita uma análise dos parâmetros de entrada do algoritmo
de otimização Swarm, na tentativa de encontrar parâmetros otimizados (ou quase-ótimos) para o
algoritmo aplicado ao problema MuD.
Palavras-chave: Detecção Multiusuário. Algoritmo Genético. Programação Evolucionária. Oti-
mização baseado no Movimento Buliçoso de Part́ıculas. Complexidade Computacional.

Abstract

In this paper, the particles swarm optimization technique, recently published in the literature, and
applied to Direct Sequence/Code Division Multiple Access systems (DS/CDMA) with multiuser
detection (MuD) is analyzed, evaluated and compared. The Swarm algorithm efficiency when
applied to the DS-CDMA multiuser detection (Swarm-MuD) is compared through the tradeoff
performance versus computational complexity, being the complexity expressed in terms of the
number of necessary operations in order to reach the performance obtained through the optimum
detector or the Maximum Likelihood detector (ML). The comparison is accomplished among the
genetic algorithm, evolutionary programming with cloning and Swarm algorithm under the same
simulation basis. Additionally, it is proposed an heuristics-MuD complexity analysis through the
number of computational operations. Finally, an analysis is carried out for the input parameters
of the Swarm algorithm in the attempt to find the optimum parameters (or almost-optimum) for
the algorithm applied to the MuD problem.
Key words: Multiuser Detection. Genetic Algorithm. Evolutionary Programming. Particle
Swarm Optimization. Computational Complexity.
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4 Professor Titular da Escola Politécnica da usp, ptc; pjj@lcs.poli.usp.br

Semina: Ciências Exatas e Tecnológicas, Londrina, v. 26, n. 2, p. 195-209, jul./dez. 2005
195



Ciriaco, F.; Oliveira L. D. Abrão, T.; & Jeszensky, P. J. E.

Introdução

O sinal recebido por um detector convenci-

onal (CD-Convencional Detector), constitúıdo

por um filtro casado (MF-Matched Filter) se-

guido de um decisor abrupto em um sistema

DS-CDMA não pode ser recuperado de forma

ótima, pois este é afetado pela interferência de

múltiplo acesso (MAI - Multiple Access Interfe-

rence) e pelo efeito near-far (NFR - near-far ra-

tio). A razão NFR quantifica as disparidades

de potência dos diversos usuários em um ambi-

ente com interferência de múltiplo acesso. De-

sigualdades de potência fazem com que usuários

com potências pequenas no receptor sejam “su-

focados”pelos usuários que chegam com maiores

energias (VERDÚ, 1998), (ABRÃO, 2001). Disso

resulta um sistema cuja capacidade está bem

abaixo da capacidade do canal (MOSHAVI, 1996),

(VERDÚ, 1998).

Para combater essa dificuldade e obter um

aumento real de capacidade e desempenho

dos sistemas de comunicação baseados em

múltiplo acesso, foi proposta, nas últimas duas

décadas, uma grande variedade de detectores

multiusuário. O melhor desempenho é alcançado

com o detector de máxima verossimilhança. O

detector ML procura estimar o vetor transmitido

de forma a maximizar a probabilidade de este ter

sido enviado conhecendo-se o sinal foi recebido.

Nesta situação, o sinal processado estende-se por

toda a mensagem, com a hipótese de que todas

as mensagens transmitidas sejam equiprováveis.

Porém, o detector ML possui uma complexidade

computacional que cresce exponencialmente com

o número de usuários, inviabilizando sua im-

plementação (VERDÚ, 1998). Dessa forma, faz-

se necessário investigar soluções sub-ótimas na

área de detecção multiusuário que atendam aos

critérios de alto desempenho e baixa complexi-

dade.

Este trabalho desenvolve uma sistemática

comparação entre o algoritmo genético, pro-

gramação evolucionária com clonagem (CIRI-

ACO; ABRÃO; JESZENSKY, 2005), (CIRIACO;

ABRÃO; JESZENSKY, 2004) e o algoritmo de

otimização baseada no movimento buliçoso de

part́ıculas (PSO - Particle Swarm Optimiza-

tion) (KENNEDY; EBERHART, 1995), (KENNEDY;

EBERHART, 1997), aplicáveis ao problema da de-

tecção multiusuário em canal śıncrono AWGN

(ZHAO; ZENG, 2004), (LU; YAN, 2004).

Adicionalmente, a comparação da complexi-

dade computacional destes três algoritmos é re-

alizada, sendo expressa através do número de

operações computacionais que cada receptor ne-

cessita para a demodulação da informação.

Além desta introdução, este trabalho é com-

posta por mais 6 seções. A segunda seção

trata da descrição do modelo matemático de um

sistema DS/CDMA em canal AWGN śıncrono.

Na terceira seção, são apresentadas as carac-

teŕısticas e a descrição do algoritmo genético

e do algoritmo evolucionário com clonagem.

Na quarta seção, são descritos e analisados os

parâmetros do algoritmo de otimização base-

ado no movimento buliçoso de part́ıculas. Já

na quinta seção, são apresentados resultados

numéricos para diferentes condições de operação

do sistema via simulação Monte Carlo. Na sexta

seção, são determinadas as expressões anaĺıticas

gerais para a complexidade computacional dos

algoritmos, obtendo-se o número de operações

para cada detector, em função dos parâmetros

espećıficos de cada algoritmo. Por fim, na sétima

seção são apresentadas as principais conclusões

deste estudo.
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Modelo do Sistema

Em um sistema de múltiplo acesso do tipo DS-

CDMA com modulação binária por desloca-

mento de fase (BPSK) constitúıdo de K usuários

ativos, o sinal transmitido pelo k-ésimo é dado

por (VERDÚ, 1998):

xk(t) =
√

2Pk

I∑

i=1

b
(i)
k sk(t − iTb)cos(ωct) (1)

onde Pk = A2
k/2 representa a potência de trans-

missão do k-ésimo usuário e Ak a amplitude; I é

o número de bits transmitidos para cada usuário;

b
(i)
k é o i-ésimo śımbolo BPSK transmitido com

peŕıodo Tb; ωc é a frequência da portadora; sk(t)

corresponde a seqüência de espalhamento defi-

nida no intervalo [0, Tb) e zero fora:

sk(t) =
N−1∑

n=0

p(t − nTc)sk,n (2)

onde sk,n ∈ {−1; 1} é o n-ésimo chip da

seqüência de comprimento N utilizada pelo k-

ésimo usuário; Tc é o peŕıodo de chip e o ganho

de processamento, Tb

Tc
, é igual a N ; a formatação

de pulso, p(t), é assumida retangular com ampli-

tude unitária no intervalo [0;Tc) e zero fora.

Admitindo filtro passa-baixa ideal, o sinal em

banda base recebido, propagado através de um

canal AWGN, é:

r (t) =
I∑

i=1

K∑

k=1

Akb
(i)
k sk (t − τk) + η (t) (3)

onde t ∈ [0, Tb], a amplitude Ak é assumida cons-

tante ao longo dos I bits transmitidos, bk ∈ {±1}
é o bit de informação transmitido, sk é uma

réplica da seqüência de assinatura atribúıda ao

k-ésimo usuário, com τk o atraso aleatório cor-

respondente para o usuário k; η (t) representa o

rúıdo AWGN com densidade de potência bilate-

ral igual a N0/2. Por simplicidade de análise,

considerou-se canal śıncrono, ou seja, τk = 0.

Resultados considerando canais asśıncronos (CI-

RIACO; ABRÃO; JESZENSKY, 2006) mostram que

o desempenho é equivalente ao obtido em canais

śıncronos quando há estimativas confiáveis dos

atrasos dos sinais na estação rádio-base.

Utilizando notação vetorial, a equação (3)

pode ser re-escrita:

r (t) =
I∑

i=1

sT (t − iTb)ab
(i) + η (t) (4)

onde: s(t) = [s1(t); s2(t); . . . ; sK(t)] é a matriz

de seqüência de espalhamento dos usuários, a =

diag
[√

P1;
√

P2; . . . ;
√

PK

]
é a matriz diagonal

das amplitudes recebidas dos usuários e o vetor

de bits é dado por b(i) =
[
b
(i)
1 ; b

(i)
2 ; . . . ; b

(i)
K

]
.

Para canais śıncronos AWGN, o receptor con-

vencional consiste de um banco de K filtros casa-

dos as seqüências de espalhamento dos usuários.

A sáıda do filtro casado para o k-ésimo usuário

com detecção coerente amostrado ao final do

peŕıodo do i-ésimo intervalo de bit pode ser ex-

presso como:

y
(i)
k =

+∞∫

−∞

r (t) sk (t − iTb) dt

=
√

PkTbb
(i)
k + I

(i)
k + n

(i)
k (5)

onde o primeiro termo corresponde ao sinal de-

sejado, o segundo, a MAI, e o último o AWGN

filtrado.

O termo da MAI, I
(i)
k , é dado por:

I
(i)
k =

K∑

u,u 6=k

√
Pub(i)

u Ru,k (6)

onde Ru,k é a medida de correlação cruzada nor-
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malizada entre as seqüências de espalhamento

dos usuários u e k, sendo dada por:

Ru,k =
1

N

∫ Tb

0
su(t)sk(t)dt; (7)

Utilizando notação vetorial, a sáıda do banco

de filtros casados para o i-ésimo intervalo de bit

é dado por:

y(i) =
[
y

(i)
1 ; y

(i)
2 ; . . . ; y

(i)
K

]
(8)

= Rab(i) + n(i)

onde a matriz R de dimensão K×K é composta

pelos elementos Ru,k definidos pela equação (7):

Para estimar o b
(i)
k bit, o detector convencional

considera apenas a parte real da sáıda do banco

de filtros casados, y
(i)
k , seguido de um circuito de

decisão abrupta:

b̂
(i)
k = sign

(
Re

{
y

(i)
k

})
(9)

Neste contexto, para K usuários ativos e I

bits, o vetor estimado B(i) de dimensão K × 1

pode ser escrito:

b̂(i) =
[
b̂
(i)
1 ; b̂

(i)
2 ; . . . ; b̂

(i)
K

]
(10)

O desempenho obtido com o receptor con-

vencional será consideravelmente deteriorado

quando o número de usuários compartilhando

o mesmo canal crescer, fato que acarreta um

aumento da MAI, equação (6), e/ou quando

a potência dos usuários interferentes aumentar

(efeito near-far).

Uma solução para este problema consiste em

obter decisões conjuntas de bit, mediante o uso

de estratégias de detecção multiusuário. O me-

lhor desempenho, dentre os detectores MuD, é

alcançado com o detector de máxima verossimi-

lhança (VERDÚ, 1998). O objetivo é encontrar o

vetor B(i) que maximiza:

g
{

y (t) |B(i)
}

= exp




iTb∫

(i−1)Tb

[
y (t) − S

(
B(i)

)]2

dt





(11)

onde t ∈ [(i − 1)Tb, iTb] e:

S
(
B(i)

)
=

1√
2

sT (t)aB(i) (12)

Baseado na observação do MFB, vetor y(i) em

(8), a maximização de (11) é equivalente a sele-

cionar o vetor de bits B(i) que maximiza a cha-

mada função de verossimilhança (LLF) (VERDÚ,

1998):

Ω
(
B(i)

)
= 2Re

{
B(i)Tay(i)

}
− B(i)TaRaB(i)

(13)

Portanto, o detector de máxima verossimi-

lhança consiste em maximizar a equação (13),

estimando o vetor de bits transmitidos por to-

dos usuários:

b̂
(i)
ML = arg

{
max

B(i)∈{±1}K

[
Ω

(
B(i)

)]}
(14)

onde i = 1, ..., I.

Neste trabalho, adotou-se I = 1. O detec-

tor multiusuário ótimo consiste na busca do me-

lhor vetor de bits de dados em um conjunto com

todas as possibilidades, ou seja, 2K vetores de

bits candidatos. Assim, o conjunto com todas

as possibilidades cresce exponencialmente com

o número de usuários. Essa busca é conhecida

na literatura como um problema de combinação

NP-completo. Sabe-se que os algoritmos tradici-

onais de otimização combinatória são ineficientes

no tratamento desta tipo de problema.
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Métodos heuŕısticos aplicados a esse tipo de

problema têm-se tornado atraentes, pois permi-

tem obter soluções ótimas ou quase-ótimas, para

problemas de combinação em um curto tempo

e espaço de busca. Tais métodos proporcionam

uma redução na complexidade computacional em

relação aos métodos exaustivos.

Sob a restrição de um espaço de busca, to-

dos os algoritmos heuŕısticos procuram melho-

res soluções seguindo uma função custo (fitness

value), capaz de quantificar a tendência de me-

lhoria em relação à solução ótima. No contexto

da detecção MuD em canais śıncronos AWGN, a

função custo é expressa por (13). Dessa forma,

cada algoritmo heuŕıstico buscará maximizar a

LLF testando posśıveis vetores de bits transmi-

tidos a cada nova geração. Com essas tentativas,

busca-se maximizar o desempenho médio do sis-

tema DS/CDMA e aproximá-lo daquele obtido

pelo detector ML à medida que o número de

gerações cresce.

Algoritmo Genético (GA) e

Programação Evolucionária com

Clonagem (EP-C)

O GA e o EP-C são métodos de busca não deter-

mińısticos baseados em mecanismos de seleção e

evolução natural seguindo a teoria da evolução

das espécies de Darwin (DARWIN, 1859). Esta

teoria descreve o comportamento complexo que

ocorre na interação entre os diversos ńıveis

biológicos: a célula, o organismo, o indiv́ıduo e

a população.

Esses algoritmos apresentam, no processo de

implementação, várias etapas equivalentes, apre-

sentando diferenças apenas na etapa de diversi-

ficação genética, etapa . Visando a uma com-

paração visual da diferença entre os algoritmos,

optou-se por apresentar uma descrição genérica

para o código do GA e do EP-C, seguido da ex-

plicação de cada etapa. Genericamente, os algo-

ritmos GA e EP-C são implementado baseados

nos pseudo-códigos a seguir.

Algoritmo: GA para MuD

Entradas: p, B1, M , GT Sáıdas: B1

ińıcio
1. Inicializa primeira população B; t = 0;
2. Calcula a LLF(B);
3. Enquanto t < GT faça;
4. Bselected = Seleção(B, M);
5. Bcross = Crossover(Bselected);
6. Bnew = Mutação(Bcross);
7. Calcula a LLF(Bnew);
8. B = Reposição(B ∪ Bnew);
9. t = t + 1;
10. fim
fim

Algoritmo: EP-C para MuD

Entradas: p, B1, M , GT Sáıdas: B1

ińıcio
1. Inicializa primeira população B; t = 0;
2. Calcula a LLF(B);
3. Enquanto t < GT faça;
4. Bselected = Seleção(B, M);
5. Bclone = Clonagem(Bselected);
6. Bnew = Mutação(Bclone);
7. Calcula a LLF(Bnew);
8. B = Reposição(B ∪ Bnew);
9. t = t + 1;
10. fim
fim

Tamanho da População (p)

A escolha do tamanho da população (p) é um

fator importante para o custo computacional e

a qualidade das soluções obtidas. Este trabalho

utiliza uma equação adaptada para encontrar o

tamanho da população adequada ao problema da

detecção multiusuário baseada em (AHN; RAMA-
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KRISHNA, 2002):

p = 10 ·
⌊
0.3454

(√
π(K − 1) + 2

)⌋
(15)

onde o operador ⌊.⌋ retorna o menor inteiro.

Esta equação é calculada no estágio de inicia-

lização dos algoritmos e mantida constante para

todas as gerações.

Inicialização da População

Neste trabalho, adotoram-se as estimativas ob-

tidas à sáıda do detector convencional como o

indiv́ıduo inicial da população, sendo que os ou-

tros membros da primeira população foram ob-

tidos aleatoriamente:

O indiv́ıduo inicial é obtido como:

B(i)
1 = b̂(i) (16)

Já os outros membros são obtidos aleatoria-

mente:

B(i)
j = rand(K, 1) (17)

onde j = 2, 3, ..., p e rand(K, 1) representa um

processo aleatório de dimensão K × 1 cujos ter-

mos só podem assumir os valores −1 e +1.

A adoção da sáıda do detector convencional

como indiv́ıduo inicial visa a diminuir o número

de gerações/iterações para se alcançar a con-

vergência. Testes realizados sem a utilização da

sáıda do detector convencional mostraram que os

algoritmos continuam convergindo para a BER

esperada. No entanto, o número de iterações ne-

cessárias à convergência aumenta.

Cálculo da LLF

A medida de aptidão é uma caracteŕıstica

intŕınseca ao indiv́ıduo, indicando, no ńıvel

biológico, qual é a habilidade que um indiv́ıduo

possui para sobreviver a predadores, pestes

e a outros obstáculos para a subseqüente re-

produção. Transportando para o algoritmo ma-

temático, representa sua habilidade em produzir

a melhor solução.

No contexto da detecção MuD, a medida de

aptidão é obtida através da função LLF, equação

(13), sendo diretamente responsável pela morte

ou vida dos indiv́ıduos (VERDÚ, 1998).

Seleção

A proposta da etapa de seleção é privilegiar os

melhores indiv́ıduos na esperança de que seus

descendentes possuam melhores aptidões. Para

isso, escolhe-se o tamanho do poço de cruza-

mento (M), sendo um valor que controla a

pressão no processo de competição entre os in-

div́ıduos.

Ao se escolher um M pequeno, certamente os

melhores indiv́ıduos serão selecionados, no en-

tanto, haverá uma diminuição na diversificação

do universo de busca, podendo-se encontrar uma

solução local. Utilizando um M grande, in-

div́ıduos com uma aptidão pequena serão seleci-

onados e suas caracteŕısticas ruins serão manti-

das nas próximas gerações, trazendo lentidão na

convergência (MITCHELL, 1998), (YEN; HANZO,

2004).

Deve-se utilizar um M que garanta veloci-

dade na convergência e qualidade na solução en-

contrada. O valor de M deve estar na faixa

2 ≤ M ≤ p.

Para o GA, adotou-se M = 0, 1 · p. Para o

EP-C, adotou-se M = p.i%, onde i% é o ı́ndice

de clonagem, descrito na etapa .

Com isso, apenas os M melhores indiv́ıduos
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da população p são colocados no poço de cru-

zamento (FOGEL, 1994). Os outros p − M in-

div́ıduos com menores valores de aptidão são re-

movidos da população.

Diversificação Genética

Para simular o cruzamento entre os M in-

div́ıduos que foram colocados no poço de cruza-

mento, utiliza-se a idéia de operadores genéticos.

Estes operadores são necessários para que a

população se diversifique e mantenha carac-

teŕısticas de adaptação adquiridas nas gerações

anteriores.

O algoritmo GA utiliza o operador crosso-

ver como seu principal operador genético no in-

tuito de trazer variabilidade de busca sem per-

der as caracteŕısticas de adaptação adquiridas.

A mutação não é considerada essencial, pois

em uma população real a taxa de mutação é

baixa, fazendo com que a mutação seja um me-

canismo secundário na adaptação dos algoritmos

genéticos.

Para o algoritmo EP-C os operadores

genéticos utilizados são a clonagem e a mutação,

não existindo crossover.

Operador Crossover

O operador crossover é um operador que com-

bina o material genético de dois genitores escolhi-

dos aleatoriamente a fim de produzir descenden-

tes que apresentem material genético de ambos.

Neste trabalho, utilizou-se o operador denomi-

nado de crossover uniforme (MITCHELL, 1998).

O operador crossover uniforme considera que

cada gene (bit) é um ponto em potencial para

que ocorra o crossover, sendo controlado pela

chamada máscara de crossover. A máscara

de crossover é constitúıda de um vetor binário

aleatório (“1”e “0”) de dimensão K × 1.

O crossover ocorre quando na posição, que

corresponde cada bit dos indiv́ıduos, a máscara

de crossover possuir valor “1”para aquela

posição. Se a máscara possuir valor “0”na

posição, não há troca de bits.

Durante a permuta de material genético entre

os indiv́ıduos, haverá uma tendência da trans-

missão das caracteŕısticas dominantes para as

gerações futuras. Após algumas gerações pode-

se observar que uma elevada percentagem dos

indiv́ıduos possuem a presença de variáveis ‘do-

minantes’. Este procedimento é repetido até que

p descendentes tenham sido criados.

Clonagem

O operador clonagem consiste em clonar (repli-

car) os indiv́ıduos que possuem maiores valo-

res para a medida de aptidão (melhores genes),

no intuito de produzir uma população altamente

evolúıda na geração posterior.

Esta percentagem de indiv́ıduos (i%) com mai-

ores valores de aptidão são clonados, e cada in-

div́ıduo é replicado Ic vezes, sendo Ic = M =

p.i%. Com isso, a população volta a ter p in-

div́ıduos (clones). Deve-se usar um ı́ndice de

clonagem, i%, para que a divisão p/Ic seja um

número inteiro.

Operador Mutação

O operador de mutação consiste em alterar

caracteŕısticas dos indiv́ıduos. Estes são ne-

cessários para a introdução e manutenção da di-

versidade genética da população, alterando arbi-

trariamente um ou mais componentes de uma es-

trutura escolhida, fornecendo assim, meios para
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a introdução de novos elementos na população.

Desta forma, a mutação assegura que a probabi-

lidade de se chegar a qualquer ponto do espaço

de busca nunca será zero.

Uma maneira de se implementar a mutação

é a geração de uma perturbação (rúıdo), que

será adicionada a cada gene. No caso de al-

fabeto binário bipolarizado, −1 e +1, quando

a perturbação for pequena, não haverá mu-

dança (mutação) do gene (CIRIACO; ABRÃO; JES-

ZENSKY, 2004), (LIM et al., 2003), (ABRÃO; CIRI-

ACO; JESZENSKY, 2004). No entanto, quando a

perturbação for grande o suficiente para trocar

o sinal do gene, ocorrerá mutação. Este rúıdo

pode ser escolhido seguindo uma distribuição es-

tat́ıstica espećıfica. Neste trabalho adotou-se

uma distribuição Gaussiana:

descendente = sign
(
genitor + N

(
0, σ2

))
(18)

onde N
(
0, σ2

)
representa uma distribuição

Gaussiana com média zero e desvio padrão σ.

Esta variância está intimamente ligada à

taxa média de mutação (ABRÃO; CIRIACO; JES-

ZENSKY, 2004), ficando evidente que a mutação

pode ocorrer em um ou mais pontos, ou ainda

não ocorrer em nenhum, devido à natureza es-

tocástica do processo.

O algoritmo EP-C considera o operador

mutação como seu principal operador, tentando

quantificar o número necessário de mutações que

devem ocorrer para que um descendente apre-

sente um melhor conjunto de genes que seu

genitor (CIRIACO; ABRÃO; JESZENSKY, 2004).

Esta estratégia visa criar uma matriz de desvio

padrão, σ, considerando os parâmetros do sis-

tema, como Eb/No (razão entre a energia de bit

do k-ésimo usuário, Ebk
= A2

k
/
Tb

, e a densidade

espectral de potência do rúıdo, N0), razão near-

far e o próprio valor para a aptidão.

Na obtenção da matriz de desvio padrão,

analisou-se a percentagem de troca dos genes na

etapa de reprodução da g-ésima geração do algo-

ritmo EP-C em função de valores para o desvio

padrão, a qual indicou um comportamento acen-

tuadamente crescente na faixa de σ ∈ [0, 5; 2],

figura 1. Otimizações feitas a seguir levaram em

consideração este intervalo. Considerou-se esta

faixa para σ, uma vez que, valores muito abaixo

ou muito acima desta faixa representam ou uma

chance remota de troca de genes ou uma chance

elevada de troca, respectivamente. No último

caso, é computacionalmente menos complexo ge-

rar aleatoriamente um novo indiv́ıduo candidato.

No primeiro caso, não há evolução (geração sem

evolução).
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Figura 1: Porcentagem de troca dos genes em
relação ao desvio padrão

Assim, adotando-se σ ∈ [0, 5; 2], verifica-se que

a faixa de troca de pico estará confinada ao inter-

valo ≈ [5%; 60%]. Efetivamente se está restrin-

gindo a probabilidade média de troca do gene

na g-ésima geração à faixa de ≈ [2, 5%; 30%],

garantindo um compromisso entre variabilidade

(entropia) e evolução.
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Em função dos valores para Eb/N0, NFR e

aptidão, equação (13), obteve-se uma expressão

para o desvio padrão do processo EP-C refe-

rente à probabilidade de mudança de genes do

indiv́ıduo candidato na g-ésima geração (CIRI-

ACO; ABRÃO; JESZENSKY, 2004):

σ (i, j) =

√
4

Eb/No
−

√
NFR (i)

32
+ 1 − ϕ (j)

max [ϕ]

(19)

onde i = 1, ..., K e j = 1, ..., p referem-se às

linhas e colunas da matriz de desvio padrão,

que refletem os genes (i-ésima linha) e os in-

div́ıduos candidatos (j-ésima coluna), ϕ (j) =

Ω
(
B(i)

j

)
− min [Ω], min [.] e max [.] representam

o operador valor mı́nimo e máximo, respectiva-

mente.

O primeiro termo em (19) é devido ao efeito da

relação entre energia de bit e densidade espectral

de potência do rúıdo, sendo neste caso um esca-

lar, idêntico para todos os elementos da matriz

desvio padrão (σ). O segundo termo é devido a

razão near-far. Quanto maior a razão near-far,

menor será o desvio padrão. A NFR é inclúıda

em cada gene da i-ésima linha, isto é, resultará

em valor idêntico para todas as gerações do EP-

C dado que a potência recebida de cada usuário

é constante dentre o intervalo de otimização. O

último termo é devido ao efeito da função custo.

Este efeito terá impacto sobre cada indiv́ıduo (j-

ésima coluna), implicando em aumento do desvio

padrão toda vez que o valor da função custo do

j-ésimo indiv́ıduo for menor que o maior valor

da função custo obtido.

Apenas o terceiro termo da matriz de desvio

padrão é calculada a cada nova geração, pois

os valores da função custo são diferentes a cada

geração.

Para que σ ∈ [0, 5; 2], algumas condições foram

impostas:

• Se σ (i, j) < 0, 5, adota-se σ (i, j) = 0, 5.

• Se σ (i, j) > 2, adota-se σ (i, j) = 2.

Para o GA, a variância deve assumir valo-

res pequenos, já que o operador mutação é se-

cundário. Neste trabalho, adotou-se uma taxa

média de mutação pm = 100/K, que pode ser

facilmente convertido em um valor de σ através

da figura 1.

Reposição

A estratégia de reposição procura estabelecer

uma regra para a determinação do número

máximo de indiv́ıduos, vetores candidatos, a se-

rem mantidos na próxima geração.

O presente trabalho utiliza a estratégia de

reposição denominada de elitismo global (MIT-

CHELL, 1998), (GOLDBERG, 1989), sendo manti-

dos para a próxima geração apenas os melhores

p indiv́ıduos oriundos da população conjunta dos

genitores e descendentes.

Algoritmo de Otimização de Ba-

seado no Movimento Buliçoso de

Part́ıculas (PSO)

O PSO é um algoritmo desenvolvido por Ken-

nedy e Eberhart (KENNEDY; EBERHART, 1995),

(KENNEDY; EBERHART, 1997), em 1995, sendo

um novo tipo de modelo de inteligência social

baseado na interação de indiv́ıduos de uma so-

ciedade. Nele, é avaliado um aglomerado de

part́ıculas que estão distribúıdas em um espaço

n-dimensional, e em um dado instante de tempo,

é analisado para cada part́ıcula um deslocamento

em busca de uma melhor posição.
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Para o caso da detecção multiusuário com o

número de bits I = 1, a posição da j-ésima

part́ıcula em sua t-ésima iteração é definida por

Bj [t] = [bj1[t] bj2[t] . . . bjK [t]]T , e cada di-

mensão pode assumir os valores 0 ou 1.

Cada part́ıcula possui um desempenho, que

é avaliado por meio da função custo. O algo-

ritmo mantém as melhores posições individuais

das part́ıculas (pj) e a melhor posição global en-

contrada até aquele instante (pg). Através des-

sas duas posições e da velocidade anterior, é cal-

culado a cada instante de tempo (geração) uma

nova velocidade para cada dimensão d de cada

part́ıcula, que irá atualizar a posição de cada

part́ıcula (ZHAO; ZENG, 2004).

bjd = bjd + vjd (20)

Através desse deslocamento, busca-se a oti-

mização da posição da part́ıcula.

Parâmetros de entrada do PSO

O PSO possui 4 parâmetros que influenciam

em seu comportamento. O primeiro, ω, é peso

inercial, responsável por inserir a velocidade

prévia no cálculo da velocidade presente. O

segundo parâmetro, φ1, funciona intensificando

a busca sobre o valor das melhores posições

individuais das part́ıculas, pj . O parâmetro

φ2 é responsável por inserir a interação entre

as part́ıculas, através da utilização da melhor

posição global pg. O último parâmetro, Vmax,

limita o intervalo de busca de uma geração, cri-

ando um valor máximo e um valor mı́nimo para

a velocidade da part́ıcula.

As caracteŕısticas do sistema utilizados para

otimização dos parâmetros de entrada do al-

goritmo PSO foram: canal AWGN śıncrono,

Eb/No = 6dB, seqüência de espalhamento

aleatórias com comprimento N = 16, todos os

usuários com mesma potência de sinal transmi-

tido e número de part́ıculas em um instante de

tempo p = 20.

O método de otimização dos parâmetros con-

sistiu de otimizações progressivas nos mesmos,

sendo otimizados um a um até atingir valores

que apresentassem o desempenho esperado.

Acerca do parâmetro ω, o algoritmo mostrou-

se mais eficiente para ω = 1 e constante durante

todo o processo de busca. Valores altos de ω

implicaram em uma convergência rápida, porém

para valores não ótimos, enquanto valores baixos

resultaram em uma convergência muito lenta.

O parâmetro φ1 insere a diversificação no al-

goritmo. O seu aumento implicou uma melhoria

de desempenho, porém a convergência se torna

mais lenta. O aumento de φ2 produz o efeito

contrário, resultando em uma convergência mais

rápida, porém para um valor não ótimo. Ad-

mitindo o compromisso complexidade versus de-

sempenho, foram adotado os valores φ1 = 2 e

φ2 = 2.

O aumento do valor de Vmax implicou uma

perda de diversificação no final da busca, en-

quanto a sua diminuição resultou em uma con-

vergência mais lenta. O valor adotado foi Vmax =

4. Para esse valor há uma chance mı́nima de

1, 8% que o bit irá mudar de estado.

Inicialização/Atualização de pj e pg

Após a avaliação da população inicial por meio

da função custo, a melhor posição entre todas

as part́ıculas é armazenada em pg, e a posição

inicial de cada part́ıcula é assumida como sendo

sua melhor posição individual. A atualização da

melhor posição individual da j-ésima part́ıcula é

realizada através da comparação da sua posição
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atual com a sua melhor posição individual até

aquela iteração, pj . A melhor posição global

é atualizada através da comparação da melhor

posição encontrada naquela iteração com o valor

de pg.

Cálculo da Velocidade

Com o uso das duas posições já calculadas pre-

viamente (pj e pg), é calculado a cada instante

de tempo (geração) uma nova velocidade para a

j-ésima part́ıcula, equacionada a seguir:

vj [t + 1] = ωvj [t] + φ1Uj1 [t].(pj [t] − Bj [t]) +

+φ2Uj2 [t].(pg[t] − Bj [t]) (21)

onde vj é um vetor de mesma dimensão da

posição Bj , Uj1 e Uj2 são matrizes diagonais

com dimensão K, e seus elementos são variáveis

aleatórias modeladas através de uma distri-

buição uniforme U(0, 1) gerados para a part́ıcula

j. As velocidades iniciais das part́ıculas são con-

sideradas nulas.

Atualização da Posição

A mudança de posição é feita através de vj de

forma probabiĺıstica, o que implica na neces-

sidade dos elementos vj pertencerem ao inter-

valo [0,1]. Para isso, à velocidade é aplicada

uma transformação loǵıstica S(vj), sendo S(·)
a função sigmóide. A escolha da mudança ou

não da posição é analisada do seguinte modo:

1. Se ρjd[t] < S(vjd[t]) faça:

2. bjd[t + 1] = 1;

3. caso contrário:

4. bjd[t + 1] = 0;

5. fim

onde ρjd[t] é uma variável aleatória modelada

por U(0, 1).

O algoritmo é implementado do seguinte

modo:

Algoritmo: PSO para MuD

Entrada: B1, p, GT , Vmax, φ1, φ2, ω
Sáıda: pg

ińıcio
1. Inicializa a primeira população B; t = 0;
2. Calcula a LLF(B);
3. Inicializa os valores de pj e pg;
4. Enquanto t < GT faça;
5. Calcula a velocidade V (B);
6. Atualiza Posição: Bnew = B + V (B);
7. Calcula a LLF(Bnew);
8. Atualiza os valores de pj e pg;
9. B = Bnew;
10. t = t + 1;
11. fim
fim

Resultados Numéricos

Nesta seção são apresentados resultados de de-

sempenho para o sistema DS/CDMA, utilizando

os algoritmos PSO, GA e EP-C no processo de

detecção multiusuário. Para as figuras 2 a 5, os

parâmetros dos sistemas adotados estão apresen-

tados na tabela 1.

Tabela 1: Principais Parâmetros do Sistema
Figura K N Eb/N0 [dB] NFR [dB]

2 10 32 8 0
3 16 32 6 e 8 0
4 16 32 8 8 (8us.)
5 32 32 8 0

Na figura 4 o desempenho apresentado con-

sidera apenas o grupo de usuários com menor

potência (NFR = 0dB).

Em todas as simulações Monte Carlo adotou-

se um número mı́nimo de erros/ponto = 30. Para
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efeito de comparação foram inclúıdos os desem-

penhos do detector convencional (CD), o limite

quando há apenas um único usuário ativo no sis-

tema (SuB - Single user Bound) com modulação

BPSK e canal AWGN (PROAKIS, 1989) e, na fi-

gura 2, o detector de máxima verossimilhança

(ML). O desempenho do ML não foi inserido nas

figuras 3 a 5 devido ao alto tempo necessário,

uma vez que o tempo de simulação para o ML

com K > 16 torna-se impraticável.
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Figura 2: Convergência para os algoritmos na
condição de baixo carregamento (L = 0, 3125)
e com controle perfeito de potência, comparado
com o ML.

Foram considerados valores otimizados para os

parâmetros dos três algoritmos, com a população

p segundo a equação (15); para os parâmetros

de entrada, foram adotados i% = 10% para o

algoritmo EP-C; pc = 50% e pm = 100/K% para

o GA; Vmax = 4, φ1 = 2, φ2 = 2 e ω = 1 para o

PSO.

As figuras 2 a 5 apresentam o desempenho

para os três algoritmos heuŕısticos em função

da velocidade de convergência para diferentes

condições do sistema. Cada ponto nas curvas in-

dica o desempenho na t-ésima geração/iteração.

A figura 2 mostra que, para um número de

usuários K = 10, os três algoritmos avalia-

dos convergiram para o ML, demonstrando um

enorme ganho de desempenho em relação ao re-

ceptor convencional.
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Figura 3: Convergência para os algoritmos na
condição de médio carregamento, 16 usuários,
com controle perfeito de potência e Eb/N0 = 6 e
8dB.
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Figura 4: Convergência dos algoritmos para
médio carregamento, Eb/N0 = 8dB e efeito near-
far.

A figura 3 mostra que os três algoritmos

convergem para o provável desempenho ML,

próximo ao SuB, mantendo o mesmo compor-

tamento de desempenho também para a região

de baixo Eb/N0 (6dB). As estratégias de diversi-

ficação do GA e do EP-C mostraram-se deficien-

tes, enquanto o PSO apresentou uma boa diver-

sificação para o problema. Comparando com a

figura 2, o PSO manteve o bom desempenho, en-
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quanto o GA e o EP-C apresentaram uma perda

de desempenho devido ao aumento do carrega-

mento do sistema.

A figura 4 mostra o desempenho alcançado pe-

los algoritmos em um cenário com usuários di-

vididos em ńıveis distintos de potência e médio

carregamento: L = 0, 5, 8 usuários com NFR =

0dB e 8 usuários com NFR = 8dB. Notou-

se que os três algoritmos continuam atingindo

valores próximos ao SuB, ocorrendo ainda uma

convergência mais eficiente por parte do GA e do

EP-C, porém não atingindo ainda a eficiência do

PSO.

Finalmente a figura 5 mostra o desempenho

alcançado pelos algoritmos em um cenário com

alto carregamento L = 1, mantendo-se fixo

Eb/N0 = 8. Comparando-se os gráficos 2, 3 e

5, notou-se que o algoritmo PSO apresenta um

atraso inicial maior na convergência com o au-

mento do carregamento, porém tende a ampliar

o ganho de desempenho em relação aos algorit-

mos GA e EP-C.
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Figura 5: Desempenho dos algoritmos para car-
regamento L = 1, e controle perfeito de potência.

Complexidade Computacional

Para o cálculo da complexidade, utiliza-se g

como a iteração em que o algoritmo atingiu a

convergência. No intuito de expressar a com-

plexidade dos algoritmos analisados, encontrou-

se o número de operações envolvidas em cada

cálculo da função custo. No cálculo da função

custo, conforme a equação (13), as operações

f1 = 2ay(i) e f2 = aRa podem ser obtidas antes

do laço de busca da solução global em cada al-

goritmo. Para cada teste da solução candidata,

computam-se B(i)T .f1 e B(i)T .f2.B(i), que em ter-

mos de operações é equivalente à K2 + 2K mul-

tiplicações e 1 transposição de ordem K.

Para o detector ML, o número de operações

cresce exponencialmente com o número de

usuários, i.e., O
(
2KK2

)
, onde o operador O (·)

indica proporcionalidade ao argumento. São ne-

cessárias 2K gerações de bits de ordem K e

2K cálculos da função custo para a detecção si-

multânea de 1 bit dos K usuários.

O número de operações no algoritmo EP-C

cresce dependendo da relação O
(
pgK2

)
, sendo

necessárias pg + p − 1 gerações de bits de or-

dem K, pg + p cálculos da função custo, 2pg or-

denações de ordem K, pg/Ic seleções de ordem

K e gIc clonagens de ordem K.

A complexidade computacional para o algo-

ritmo GA também cresce dependendo da relação

O
(
pgK2

)
, sendo necessárias pg + p− 1 gerações

de bits de ordem K, pg seleções de ordem K,

pg + p cálculos da função custo, 2pg ordenações

de ordem K e pg comparações de ordem K.

A complexidade computacional para o al-

goritmo PSO também cresce, dependendo da

relação O
(
pgK2

)
, sendo necessárias (5p + 2)g +

2p − 1 gerações de bits de ordem K, g seleções

de ordem K, pg + p cálculos da função custo e

(2p + 1)g comparações de ordem K.

Admitindo que os tempos computacionais
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das operações sejam idênticos, pode-se expres-

sar a complexidade computacional dos recep-

tores, em termos de operações do seguinte

modo: substitui-se o número de operações de

cada função custo e soma-se todas as outras

operações multiplicadas por suas respectivas or-

dens (GOLDBARG; LUNA, 2000), como indicado

na tabela 2.

Tabela 2: Complexidade dos detectores mul-
tiusuário em termos de operações

MuD Número de Operações

ML 2K
�
K2 + 3K

�
EP-C pg

�
K2 + 6K + K/Ic

�
+ K (p(K + 4) + gIc − 1)

GA pg
�
K2 + 7K

�
+ K (p(K + 3) − 1)

PSO pg
�
K2 + 9K

�
+ K (p(K + 4) + 4g − 1)

Utilizando os valores numéricos obtidos nas

simulações, figuras 3 a 6, para as variáveis g

(geração/iteração em que houve convergência),

K, p, Ic, é posśıvel expressar a complexidade

de cada algoritmo, em termos do número de

operações, para se atingir o desempenho ML

(ou próximo). A tabela 3 sintetiza esses re-

sultados. Nota-se que para o problema da de-

tecção multiusuário em canal AWGN śıncrono,

as estratégias dos algoritmos EP-C e GA pos-

suem uma menor complexidade, porém a sua

convergência para alto carregamento não é tão

eficiente quanto à do PSO, o que implica em um

maior número de operações para se atingir a con-

vergência.

Tabela 3: Número de operações
Detector Fig. 2 Fig. 3 Fig. 4 Fig. 5

ML 133.103 19, 9.106 19, 9.106 4, 8.1012

EP-C 135.103 978.103 763.103 6918.103

GA 114.103 837.103 726.103 10028.103

PSO 56.103 371.103 323.103 3202.103

Conclusões

Três algoritmos heuŕısticos (GA, EP-C e PSO)

aplicados ao problema MuD em canal AWGN

śıncrono foram avaliados e resultaram em um

grande ganho de desempenho em relação ao de-

tector convencional. O algoritmo PSO convergiu

para o ML, mesmo com o aumento do número de

usuários, enquanto o GA e o EP-C apresentaram

uma perda de convergência com o aumento do

número de usuários (sistemas com elevado car-

regamento). Isso mostra que a estratégia de di-

versificação do algoritmo PSO é mais eficiente

que a do GA e EP-C. O atraso inicial do PSO se

deve à velocidade inicial nula.

A análise de complexidade computacional in-

dicou que o algoritmo PSO exige um maior

número de operações por iteração, porém a sua

convergência mais rápida em relação aos outros

dois algoritmos analisados implica em uma me-

nor complexidade total para o PSO.

Este trabalho mostrou que a estratégia

heuŕıstica Swarm-MuD é eficiente e obteve resul-

tados melhores em relação ao compromisso com-

plexidade versus desempenho que as técnicas GA

e EP-C em canal AWGN śıncrono.

Análises futuras incluem extensão do pro-

blema MuD para canais mais realistas, como ca-

nal com desvanecimento multipercurso.
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